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ФАКТОРИЗОВАННЫЕ АЛГОРИТМЫ ОБУЧЕНИЯ ПЕРСЕПТРОНА  
В ЗАДАЧЕ ПОСТРОЕНИЯ НЕЛИНЕЙНОЙ МОДЕЛИ

З метою поліпшення обчислювальних властивостей процедур навчання штучних нейронних мереж (ІНС), 
які, будучи універсальними аппроксіматорамі, дозволяють відновити з заданою точністю будь-яку як завгодно 
складну безперервну нелінійну функцію, розроблені їх факторізовано форми, засновані на перетвореннях Холес-
ского, Хаусхолдера і ортогоналізації Грамма-Шмідта. Проведений аналіз їх властивостей показав, що найбільш 
ефективним способом підвищення стійкості алгоритму навчання є застосування перетворення Хаусхолдера.

ШТУЧНА НЕЙРОННА МЕРЕЖА, ПЕРСЕПТРОННА МОДЕЛЬ, КРИТЕРІЙ ОЦІНЮВАННЯ, ОРТО-
ГОНАЛІЗАЦІЯ, СТІЙКІСТЬ АЛГОРИТМУ НАВЧАННЯ, ФАКТОРИЗАЦІЯ

С целью улучшения вычислительных свойств процедур обучения искусственных нейронных сетей (ИНС), 
которые, являясь универсальными аппроксиматорами, позволяют восстановить с заданной точностью любую 
сколь угодно сложную непрерывную нелинейную функцию, разработаны их факторизованные формы, ос-
нованные на преобразованиях Холесского, Хаусхолдера и ортогонализации Грамма-Шмидта. Проведенный 
анализ их свойств показал, что наиболее эффективным способом повышения устойчивости алгоритма обучения 
является применение преобразования Хаусхолдера. 

ИСКУССТВЕННАЯ НЕЙРОННАЯ СЕТЬ, ПЕРСЕПТРОННАЯ МОДЕЛЬ, КРИТЕРИЙ ОЦЕНИВАНИЯ, 
ОРТОГОНАЛИЗАЦИЯ, УСТОЙЧИВОСТЬ АЛГОРИТМА ОБУЧЕНИЯ, ФАКТОРИЗАЦИЯ

In order to improve the computational properties of training procedures for artificial neural networks (ANNs), 
which, being universal approximators, make it possible to restore any arbitrarily complex continuous nonlinear function 
with a given accuracy, their factorized forms have been developed based on the Cholesky, Householder transformations 
and Gram-Schmidt orthogonalization. The analysis of their properties showed that the most effective way to increase 
the stability of the learning algorithm is to use the Householder transformation.

ARTIFICIAL NEURONAL NETWORK, PERSEEPTRONIC MODEL, EVALUATION CRITERION, 
ORTHOGONALIZATION, STABILITY OF THE LEARNING ALGORITHM, FACTORIZATION

Введение

В основе многих задач обработки информации 
(обработка и фильтрация сложных сигналов, иденти-
фикация объектов и управление ими, прогнозирова-
ние временных последовательностей и т.д.) лежит за-
дача построения в общем случае нелинейной модели 
вида:

y k f u k k* , ,( ) = ( )( ) + ( )θ ξ0                 (1) 

где y k* ( )  — вектор выходных сигналов M ×1 ;  
u k( )  — матрица входных сигналов L M× ; θ0  — вектор 
неизвестных параметров L ×1 ; f •( )  — неизвестная 
нелинейная функция; ξ k( )  — помеха.

Отсутствие информации о виде нелинейности за-
частую приводит к неэффективности традиционных 
методов построения модели, а в ряде случаев – к их 
неприменимости. Альтернативой традиционным ме-
тодам является применение нейросетевых техноло-
гий.

Являясь универсальными аппроксиматорами, 
некоторые типы ИНС позволяют восстановить 
с заданной точностью любую сколь угодно слож-
ную непрерывную нелинейную функцию, исполь-
зуя представления аппроксимируемой функции 
в виде нейронной сети, образованной нейронами, 
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параметры которых определяются путем ее обуче-
ния. Наибольшее распространение при решении та-
кой задачи получили сети прямого распространения 
или многослойный персептрон (МП). Хотя в насто-
ящее время существует достаточно большое число 
алгоритмов настройки его параметров, задача обе-
спечения устойчивости его обучения является весьма 
актуальной. 

Алгоритм обучения персептрона

При поступлении обучающей пары 

u k y k k( ) ( ){ } =, , ,...* 1 2  

можно записать для сигнала y k* ( )  следующее вы-
ражение:

y k f k u k

k k k e kT

* ,

,

( ) = −( ) ( )( ) +
+ ( ) − −( )( ) + ( ) + ( )





θ

θ θ ρ

1

10H
             (2)

где e k y k f k u k( ) = ( ) − ( ) ( )( )* ,


θ ; 


θ k( )  — ценка вектора 

θ0 ; H k( )  — матрица L M×

H k
f u k

k

( ) =
∂ ( )( )

∂
− −( )

θ
θ

θ θ

,
;



1

ρ k( )  — остаток при разложении f •( )  в ряд Тейлора, 
содержащий члены второго порядка и выше.

Выражение (2) перепишем в виде

y k k k e kT* ,( ) = ( ) + ( ) + ( )H θ ξ0             (3)

где ξ θ θ ρk f k u k k k kT( ) = −( ) ( )( ) − ( ) −( ) + ( ) 

1 1, H .

Оценивание неизвестного вектора параметра θ ,  
получаемое путем минимизации взвешенного ква-
дратичного функционала 

E k e j k j

j

k

( ) = ( ) −

=
∑ 2

1

λ ,                     (4)

имеет вид


θ k k k( ) = ( ) ( )−Φ 1 r ,                        (5)

где

Φ k j jT k j

j

k

( ) = ( ) ( ) −

=
∑H H λ

1

;               (6) 

r Hk j y j jk j

j

k

( ) = ( ) ( ) − ( )( )−

=
∑λ ξ*

1

.         (7)

При получении (5) предполагалось, что оста-
точная последовательность ξ k( )  не зависит от θ0 . 
Воспользовавшись стандартным приемом, т.е. пред-
ставлением входящих в (5) векторов и матриц в блоч-
ной форме, и применяя лемму об обращении матриц, 
несложно получить следующие рекуррентные соот-
ношения [1]:

  

θ θ θk k k y k f k u k( ) = −( ) + ( ) ( ) − −( ) ( )( )( )1 1K * , ; (8)

K P H I H P Hk k k k k kT( ) = −( ) ( ) + ( ) −( ) ( ) 
− − −

λ λ1 1 1
1 1 ;(9)

 
P P K H P

P I

k k k k kT( ) = −( ) − ( ) ( ) −( )
( ) = >

−

−

λ

δ δ

1

1

1 1

0 0

[ ],

, .
      (10)

Здесь K  — матрица усиления Калмана L N× ,  
а P k k( ) = ( )−Φ 1  — матрица L L× .

Вычисление матрицы градиентов H k( ) . 

Нумеруя нейроны от 1 до S , так что 

θ = ( )w w w1 2
T T

S
T, , ..., , 

перепишем уравнение (3) в виде
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где w i  — вектор, содержащий веса нейрона i ; 

e k k k( ) = ( ) + ( )ξ e .

Рассмотрим i -ый нейрон МСП, характеризуемый 
Mi +( )1 -размерным вектором весов w i  и входным 

вектором ui i i iM

T
u u u

i
= ( )1 1 2, , , ..., .

Отдельный i -й нейрон на глобальном выхо-
де y k( )  локально представлен в матрице (11) i -ым 
столбцом
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Здесь z  означает выход i -го нейрона, а элементы 
матрицы (12) вычисляются с помощью обычного ал-
горитма обратного распространения.

Факторизованные алгоритмы обучения

Наличие операции вычитания при вычислении 
матрицы P k( )  (10) приводит с ростом K  к числен-
ной неустойчивости алгоритма (8)-(10). Для устра-
нения расходимости метода и улучшения свойств 
матрицы P k( )  используется какой-либо из методов 
факторизации [2, 3], т. е. ортогональное разложение 
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или представление в общем случае m n× -матрицы  
P  ранга l  произведением вида HRKT , где H  и K  — 
ортогональные матрицы размерностей m m×  и n n×  
соответственно, а R  — матрица вида

R
R

=










11 0

0 0
,

где R11  — l l×  матрица ранга l . Выбором H и K можно 
добиться, чтобы R11  была верхней или нижней треу-
гольной. Более того, эту невырожденную подматрицу 
R11  можно упростить так, чтобы она стала невырож-
денной диагональной матрицей.

На основании того, что положительно опреде-
ленная симметричная матрица P PT  допускает спек-
тральное разложение

P P UDUT T= ,                       (13)

где U — ортогональная n n× -матрица; D — диагональ-
ная матрица с положительными и невозрастающими 
элементами, был разработан целый ряд методов фак-
торизации, отличающихся способом формирования 
матриц и необходимыми вычислительными затра-
тами. Среди этих методов в первую очередь следует 
отметить алгоритм Хаусхолдера [4], ортогонализация 
Грамма-Шмидта [5, 6], разложение Холесского (метод 
квадратного корня) [2] и вращения Гивенса [6].

Факторизация модели  
методом квадратного корня

Наибольшее распространение в теории управ-
ления и теории идентификации получила фактори-
зация с использованием разложения Холесского, 
основанного на факте существования верхней тре-
угольной (действительной) n n× -матрицы S  такой, 
что 

SS PT = .                            (14)

Это объясняется, по-видимому, тем, что оно допу-
скает рекуррентное вычисление, т.е. может осущест-
вляться, как и сам процесс идентификации, в реаль-
ном времени. Кроме того, метод квадратного корня 
основан на эквивалентности задачи наименьших 
квадратов Ax b=  и системы нормальных уравнений 

A A x A bT T( ) =  и требует примерно вдвое меньше опе-
раций, чем алгоритм Хаусхолдера. При оценивании 
же параметров в случае последовательно накаплива-
емых данных оба эти метода требуют примерно оди-
наковое число ячеек памяти.

В работе [5] рассмотрены две формы разложения 
Холесского – ковариационная и информационная.

Так для рекуррентного МНК, обеспечивающего 
минимум функционалу

V e W ek k k kT( ) = ( ) ( ) ( ) ,                 (15)

где e y yk k k( ) = ( ) − ( )* 

 — ошибка оценивания; W k( )  — 
весовая матрица,
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форма дискретного метода квадратного корня имеет 
вид
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Как видно из (16), параметр взвешивания λ k( )  
выбирается переменным, но таким, чтобы 

lim
k

k
→∞

( ) =λ 1.

Соотношения, описывающие дискретный метод 
квадратного корня в информационной форме, запи-
сываются следующим образом. Так как на k-ом такте 
МНК оценка имеет вид

P H y f− ( ) ( ) = ( ) ( ) = ( )1 k k k k kT


θ ,        (17)

а матрица P− ( )1 k  и вектор f k( )  связаны с 
P− −( )1 1k  и f k −( )1  рекуррентными соотношениями 
соответственно

P P H H

f f H y

− −( ) = ( ) −( ) + −( ) ( )
( ) = ( ) −( ) + −( ) ( )

1 1 1 1

1 1
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λ

;

,,
     (18)

то с учетом вида разложения (14) можно записать

S b− ( ) ( ) = ( )1 k k k


θ .                        (19)

Это следует из ортогональной трансформации ма-
трицы T T IT =( )

H T THQ H T TYT T T T
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= ,                  (20)

откуда матрица
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является верхней треугольной.
Обозначим
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







... .



26

Тогда из (20) для k -го такта получаем

T H T yk k k k k( ) ( ) ( ) = ( ) ( )

θ ,

откуда следует рекуррентное соотношение

S
T

S

H

− −( )










= ( ) −( )

( )












1 1

0

1k
k

k

kT T

λ
;              (21)

b

W
T

b

y

k

k
k

k

k

( )
( )









 = ( ) −( )

( )












λ 1
,                (22)

служащее для определения S− ( )1 k  и b k( ) . Получаемые 
в результате решения (21) и (22) S− ( )1 k  и b k( )  исполь-
зуется для нахождения 



θ k( )  в соответствии с (19). 
Помимо рассмотренного разложения Холесского 

достаточно широко используется UD -факториза-
ция, использующая представления вида (16) и раз-
работанная в [3]. В этом разложении U — верхняя 
треугольная матрица с единичными элементами на 
диагонали, а D — диагональная матрица 

D =

( )
( )

( )



















d

d

d k

1 0 0

0 2 0

0 0

...

...

... ... ... ...

...

.

Учитывая соотношение между P k( )  и P k −( )1 , 
для данного разложения можно записать

U D U U D U

H U D

k k k k k k

k k k k

( ) ( ) ( ) = −( ) −( ) −( ) −

− −( ) ( ) −( ) −( )

1
1 1 1

1 1 1

λ
γ

[

UUT k −( )1 ]

  (23)

или

U D U U D

V f D U

k k k k k

k
k k kT

( ) ( ) ( ) = −( ) −( ) −

−
−( ) −( ) −( ) −( )

1
1 1

1

1
1 1 1

λ

α

[

] TT k −( )1 ,

где 

f U H

V D f

f V

k k k

k k k

k k k

T

T

−( ) = −( ) ( )
−( ) = −( ) −( )
−( ) = + −( ) −

1 1

1 1 1

1 1

;

;

α λ 11( )
При этом входящий в (23) параметр γ k −( )1  вы-

числяется так

γ
α

k
k

k k−( ) =
−( ) −( ) −( )1

1

1
1 1U V .

В [3] были предложены следующие рекуррент-
ные соотношения для вычисления элементов матриц 
U D,  и g :

α α

α α α α λ

α

j j j j

j j j j

j j

j j j

k k

j

= +

( ) = −( ) −( )
=

= − =

−

−

−

1

1

1

1

2

V f

b V

V f

;

;

;

; ,....,2k

            (24)

с начальными условиями 
α λ

α α α λ
1 1 1

1 1 1

1 1

1

= +

( ) = −( ) ( )
=

V f

b V

;

;

.

k k

На каждом такте j  элементы матрицы U вычис-
ляются по формулам 

u k u k r b

b b u V i j

ij ij i i

i i ij j

( ) = −( ) +
= + = −

1

1 1

;

: , ,..., .
              (25)

Сама же процедура вычисления факторизованной 
оценки принимает вид

 

θ θ γk k k k( ) = −( ) + ( ) ( )1 e ,

где e y Hk k k kT( ) = ( ) + ( ) −( )

θ 1 ; γ αk k( ) = ( )( )−2
1

b  (вы-
числение α 2m( )  производится с использованием со-
отношений (24), (25)).

Все рассмотренные методы факторизации при-
водят к численно устойчивым алгоритмам обучения, 
так как в используемых соотношениях уже отсутству-
ет трансформация Гаусса, являющаяся причиной не-
устойчивости, а обусловленность матрицы Р пони-
жается вдвое.

Факторизация с помощью алгоритма Хаусхолдера

Как отмечается в [2], хотя метод Холесского 
требует вдвое меньше операций, чем алгоритм 
Хаусхолдера, для получения им того же качества ре-
шения, что и в алгоритме Хаусхолдера при относи-
тельной точности η , здесь необходимо работать с 
точностью η2 . Кроме того, если в качестве единицы 
хранения используется машинное слово одинако-
вой для обоих методов длины, алгоритм Хаусхолдера 
сможет обрабатывать более широкий класс задач, 
чем алгоритм нормальных уравнений.

При использовании проекционных методов мы 
имеем дело с недоопределенной задачей полного 
ранга, а это в свою очередь приводит к некоторым 
особенностям вычисления факторизованной оценки 


θ k( ) . Поэтому представляется более эффективным 
для повышения вычислительной устойчивости про-
цедур обучения использовать алгоритм Хаусхолдера 
[4], позволяющий построить ортогональную матрицу

Q I b uu= + −
N

T1 ,

где u — вектор N ×1 такой, что u ≠ 0 ;

b u= − 2
2 .

В этом случае алгоритм обучения принимает вид
 

θ θ Θk k( ) = −( ) +1 γ ,                      (26)

где Θ  вычисляется по следующему алгоритму:

H Q LS
T

S Sk k k( ) ( ) ( ) ;= [ ]0                (27)

L k z k E ks s( ) ( ) = ( );                    (28)

z R E( ) ( ) ( );k k kS S= −1                     (29)

Θ( ) ( )
( )

( ) ( ).k k
k

k kS S=








 =Q

z
Q z

0
          (30)

Здесь RS k( )  – sxs-матрица ранга s; QS k( )  — ор-
тогональная N N×  – матрица; LS k( )  — нижняя 
треугольная sxs-матрица. z( )k  — единственное реше-
ние уравнения R z ES Sk k k( ) ( ) = ( ) .
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Ортогональная матрица QS k( )  определяется из 
условия

Q H

H

H

H H

Hi

p

p j
j l

N

p
k i

i

i

i i

i
( ) ( ) =

( )

( )

− ( ) + ( )







−

=

+

∑

1

1

2 2

1

2

1

...

σ

(( )

( )

= ( )

−

...

...

Hl i

u i

1

0

0

,

где 1≤ ≤ >p N p l; .
Шаги численного процесса, который приводит к 

ортогональной N N×  матрице Q, отвечающей це-
лым параметрам p l N, , , можно свести в следующую 
схему [2]:

Q
I b v v b

I b

i N
i i T

N

k
k k  i s

( )
( ) ( ) , , ,....., ;

, ;
=

+ ( ) ≠ =

=

−1 0 1

0

     

     







b g v= i
p
i k( );

v j
i k j p p N( ) , ,....,  , ;= = ≤ ≤0 1 1 1       v H gp

i
p

ik i( ) ( ) ;= −

v j
i k  j p l p l( ) , ,....,  ,= = + <0 1 1      ;

v Hj
i

jk i  j l N( ) ( ), ,...,= =    ;

g H Hi
p j

j

N

i i= − +





=
∑σ 2 2

1

1 2

( ) ( ) ;

/

σ =
≥

− <







1 0

1 0

, ( ) ;

, ( ) .

     

     

H

H

p

p

i

i

Указанные действия преобразуют вектор H( )k  
следующим образом:

1. Компоненты вектора H( )k  с номерами 
1 1,..., p −  не меняются при p >1

2. Главная компонента вектора H( )k  с номером р 
может не меняться.

3. Компоненты вектора H( )k  с номерами 
p l l+ −,..., 1  не меняются при p l< −1.

4. Компоненты вектора H( )k  с номерами 1,...,N  
должны быть аннулированы при l N″ .

Таким образом, матрица QS k( )  может быть пред-
ставлена в виде произведения s преобразований 
Хаусхолдера

Q Q Qs
sk k k( ) ( ) ( ).= 1



Нижняя треугольная матрица LS k( )  вычисляется 
следующим образом:

H Q H Q Q

H

H H

S S S
Sk k k k k

k

k k

( ) ( ) ( ) ( )... ( )

( ) ...

( ) ( ) ..

= =

=
− −

1

1

1 2

0 0

1 1 0 ..

... ... ...

( ) ... ( ) ...

( ( )

0

0

1 1 0 01H H

H

k s k s

k

s− + − +


















=

= ,, ( ),..., ( )) ( ) .H k k s ks− − + = [ ]1 1 0H L 

Преобразования Хаусхолдера векторов H j( )  вы-
полняются в соответствии с правилом

H H

c b H v

( ) ( ) ( );

( ) ( ), ,...,

j j k

j k  j i s

j
i

j
T i

= +

= = +−

c v

1 1   

Для реализации машинной программой процесс 
построения ортогонального N N× -преобразования, 
состоящего во вращении строк матрицы  HS

T k( ) ,  
можно переписать в следующей алгоритмической 
форме:

g H Hi
i l

l i

N

i i

 i k k k S

= − +






= − − +
= +
∑σ 2 2

1

1 2

1

( ) ( ) ,

, ,. ..,

/

 

     11;

σ =
≥

− <







1 0

1 0

, ( ) ;

, ( ) ;

     

     

H

H

i

i

i

i

h H gi i
ik i( ) ( ) ;= −

H gi
ii( ) .=

Построение преобразования вектора H( )i  закон-
чено. Применение полученного ортогонального пре-
образования к векторам H( ) ( ,..., )i j i S  = +1  осущест-
вляется в соответствии с алгоритмом

b H h= i ii k( ) ( ),   при b ≠ 0;

d

H h H H

b
=

+
= −= +

∑i i l l
l i

N

j k j i

j s i

( ) ( ) ( ) ( )

, , ..., ;1 1       

H H hi i ij j k( ) ( ) ( );= + d

H H Hl l lj j k l i s( ) ( ) ( ), ,. ..,= + = +d      1

Таким образом, алгоритмическая форма вычис-
лений (30)-(33), удобная для реализации машинной 
программой, может быть записана так:





Θ
Θ

1
1

1

( )
( )

( )
k

k

k
=

H
;

  

Θ Θ Θi i i i j
j

i

k i k i k

j k

( ) ( ) ( ) ( ) ( ) ,

, ...

= −







= −

−

=

−

∑H H1

1

1

1

  

 ,,k s− +1

;

Q
E

( ) sk
k

=










( )
;

0

b H h

d

Q h Q H

= = − + −

=
+

j j

j j i i

j k  j k s k s

k k k j

( ) ( ), , , ..., ;

( ) ( ) ( ) (

    1 1

))

;

( ) ( ) ( ), ,..., .

i j

N

i i ik k j i j N

= +
∑

= + = +

1

1

b

Q Q dH     

ФАКТОрИЗОВАННЫЕ АЛГОрИТМЫ ОБуЧЕНИЯ ПЕрСЕПТрОНА В ЗАДАЧЕ ПОСТрОЕНИЯ НЕЛИНЕЙНОЙ МОДЕЛИ
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Ортогонализация Грама-Шмидта

Наконец, еще одно преобразование от косоуголь-
ной системы к ортонормированной осуществляется 
за s  шагов по следующему правилу [2,6]:

1) нормируется вектор

 H k s− +( )1 γ11

1
1= − +( ) −

H k s ;

H H H1 1 1
1( ) = − +( ) − +( ) −

k s k s ;

2) ортогонализируется вектор H k s− +( )2  и H 1( ) , 
затем нормируется и т.д.

β ik k s i kT( ) = − +( ) ( )H H ;

H H H

H H

i
k

i

k

i

k s i ik k

k s i ik k

= − +( ) − ( ) ( )




×

× − +( ) − ( ) ( )

=

−

=

∑β

β

1

1

1

−− −

∑
1 1

.

Элементы матрицы i  определяются по формуле

γ
γ

ij

i j

k s i ik k

i j

ik

k

i

( ) =

<

− +( ) − ( ) ( )
=

( )

=

−

∑

0

1

1

1

   

  

при

при

;

;

H Hβ

β kki

k s i ik k

i jk

i

k

i

( )

− +( ) − ( ) ( )
=


















=

−

=

−

∑

∑
1

1

1

1

H Hβ
  .при


Алгоритм может быть записан и в терминах ма-

триц проецирования. Из приведенных выше соотно-
шений следует, что алгоритм строится по следующей 
схеме:

1) 
H

H

H

P H H

k s
k s

k s

k s k s k sT

− +( ) = − +( )
− +( )

− +( ) = − +( ) − +( )

1
1

1

1 1 11

;

;( )

 
,

2) 

H

I P H

I P H

k s

k s k s

k s k s

− +( ) =

=
− − +( )( ) − +( )
− − +( )( ) − +( )

2

1 2

1 2

1

1

( )

( )
;  

PP H H( ) ;1 2 2 2k s k s k sT− +( ) = − +( ) − +( )

3) 

H

I P P H

I P

k s

k s k s k s

k s

− +( ) =

=
− − +( ) − − +( )( ) − +( )
− − +( )

3

1 2 3

1

1 1

1

( ) ( )

( ) −− − +( )( ) − +( )
− +( ) = − +( ) − +( )

P H

P H H

( )

( )

;

;

1

1

2 3

3 3 3

k s k s

k s k s k sT

…………………

s) 
H

I P H

I P

k

k s i k

k s i

i

s

i

s
( ) =

− − +( )





( )

− − +( )


=

−

=

−

∑

∑

( )

( )

1

1

1

1

1

1 


( )

( ) = ( ) ( )

H

P H H

k

k k kT

;

,( ) 1

где P( )1 i( )  — проектор на одномерное пространство, 
заданное вектором H i( ) .

Отсюда видно, что очередной вектор H i( )  полу-
чается из исходного H k s i− +( )  как его нормиро-
ванная проекция на ортогональное дополнение к 
подпространству уже построенных i −( )1  векторов. 
Однако, как отмечается в [2], такой способ постро-
ения ортонормированных векторов очень чувствите-
лен к ошибкам округления. Поэтому для повышения 
численной устойчивости следует использовать сле-
дующий модифицированный метод Грама-Шмидта, 
в котором на каждом шаге вычисляется только одна 
проекция:

1) 
H

H

H

P H H

k s
k s

k s

k s k s k sT

− +( ) = − +( )
− +( )

− +( ) = − +( ) − +( )

1
1

1

1 1 11

;

;( )

 

 
H

I P H

( )

( ) , ,..., ;

1

1 1 2 3

k s i

k s k s i i s

− +( ) =
= − − +( )( ) − +( ) =( ) 

2) 
H

I P H

I P H

P

k s
k s k s

k s k s
− +( ) =

− − +( )( ) − +( )
− − +( )( ) − +( )

2
1 2

1 2

1

1

( )

( )
;  

(( ) ;1 2 2 2k s k s k sT− +( ) = − +( ) − +( )H H

H

I P P H

( )

( ) ( )

, ,

2

1 12 1

3 4

k s i

k s I k s k s i

i

− +( ) =
= − − +( )( ) − − +( )( ) − +( )

= ...., ;s( )
…………………………………………

s) H

I P H

I P H

k

k s i k

k s i k

j

s

j

s
( ) =

− − +( )( ) ( )

− − +( )( ) ( )

=

−

=

−

∏

∏

( )

( )

.

1

1

1

1

1

1

Как отмечается в [2], численные свойства модифи-
цированного метода ортогонализации Грама-Шмидта 
сходны со свойствами алгоритма Хаусхолдера, одна-
ко для своей реализации этот метод требует больше 
памяти. Кроме того, число арифметических итера-
ций в методе Грама-Шмидта несколько больше, так 
как в нем все операции производятся над векторами 
длины N, в то время как в методе Хаусхолдера столб-
цы последовательно укорачиваются. По этой же 
причине программы, необходимые для реализации 
метода Грама-Шмидта, требуют больше памяти, чем 
программы Хаусхолдера, так как нет удобного спосо-
ба получать треугольную матрицу с единичными диа-
гональными элементами на том месте, где хранилась 
исходная матрица.

Для повышения эффективности преобразований 
могут быть разработаны специальные схемы после-
довательного накопления строк или группы строк 
матрицы данных, однако сложность вычислений при 
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этом возрастает. Как например, в методе сопряжен-
ных градиентов [7] или в методе Форсатта [8]). Таким 
образом, наиболее эффективным способом повыше-
ния устойчивости алгоритма обучения является при-
менение преобразования Хаусхолдера.

Выводы 

С целью улучшения вычислительных свойств про-
цедур обучения разработаны их факторизованные 
формы, основанные на преобразованиях Холесского, 
Хаусхолдера и ортогонализации Грамма-Шмидта. 
Проведенный анализ их свойств показал, что наибо-
лее эффективным способом повышения устойчиво-
сти алгоритма обучения является применение преоб-
разования Хаусхолдера.
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